Treinando uma CNN no Edge Impulse

Introducao

Agora que descobrimos como funcionam as redes neurais convolucionais (CNNSs),
vamos treinar uma! Usaremos 0 mesmo conjunto de dados do primeiro médulo para
treinar um modelo CNN no Edge Impulse, em vez de uma simples rede neural densa.

Convertendo Images

No momento, o Edge Impulse aceita apenas imagens .png e .jpg. Se vocé coletou
originalmente seu conjunto de dados como arquivos .bmp, precisara converté-los para
uma dessas duas categorias. Eu recomendo .png, pois € um formato sem perdas.

« Windows: use o Bulk Image Converter
¢ Mac: use built-in tools ou XnConvert

e Linux: ImageMagick

Ou, se estiver particularmente entusiasmado, vocé pode escrever um script Python
rapido (usando algo como PIL) para realizar o trabalho.

Eu recomendo manter a mesma estrutura de diretdrios para que vocé possa determinar
a classe de cada amostra apenas olhando o nome da pasta que a contém.

Carregando o Dataset

A boa noticia é que podemos fazer upload de dados de imagem diretamente para o Edge
Impulse, em vez de precisar extrair recursos manualmente usando o Colab.

Inicie um novo projeto Edge Impulse. Va para Aquisicdo de dados. Clique no botéo para
fazer upload dos dados existentes. Clique em Escolher arquivos e selecione todas as
imagens de uma classe (por exemplo, classe de resistor). Deixe a opcao Dividir
automaticamente entre treinamento e teste selecionada. Para Label, insira um rétulo
para sua primeira categoria (por exemplo, “resistor”).


https://sourceforge.net/projects/bulkimageconver/
https://www.makeuseof.com/tag/batch-convert-resize-images-mac/
https://apps.apple.com/us/app/xnconvert/id436203431
https://www.imagemagick.org/script/index.php
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Cligue em Iniciar upload. Repita esse processo para o restante das categorias do seu
conjunto de dados. Quando terminar, va para Aquisicdo de dados. Certifiqgue-se de ter
uma boa representacdo de amostras em seus conjuntos de treinamento e teste.
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Criar Impulse



V& para o design Impulse. Altere a configuracdo de dados de imagem para 28 x 28
(largura x altura). Se as imagens originais ndo forem todas quadradas, vocé podera
ajustar o modo Redimensionar conforme necessario para cortar ou comprimir as
imagens.

Adicione um bloco de processamento de imagem. Adicione um bloco de
aprendizagem Classificacéo (Keras).
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Clique em Salvar Impulse.



Extracao de Features

Va para Imagem em Design Impulse na barra de navegacédo esquerda. Altere a
profundidade da cor para escala de cinza. Clique em Salvar parametros.
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Na proxima tela, clique em Gerar recursos. Aguarde até que o script de geracao de
recursos seja concluido. Aqui, as imagens estdo sendo convertidas em tons de cinza e



28x28 pixels.
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Trainamento!

Va para Classificador NN. Recomendo alterar o Numero de ciclos de treinamento para
algo entre 100 e 200 (pois estamos trabalhando com um conjunto de dados pequeno).
Cligue em Iniciar treinamento. Quando o treinamento € concluido, qual foi o



desempenho do seu modelo?
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Tente ajustar os hiperparametros do modelo, como nimero de ciclos de treinamento,
namero de filtros e tamanhos de kernel. Vocé pode tentar adicionar e remover
camadas. Por exemplo, adicionei uma camada de eliminacdo apés a primeira camada
de convolucéo e alterei a segunda camada de convolucao para ter 28 filtros. Isso



pareceu fornecer uma melhor precisdo nos dados de validagao.
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Conclusao

Comparar os resultados de precisdo deste modelo com os do exemplo da rede neural
densa pode ser enganoso. Lembre-se de que estamos trabalhando com um conjunto de
dados relativamente pequeno (50 amostras por classe) e as amostras provavelmente
estdo distribuidas aleatoriamente entre conjuntos de treinamento e teste. Mover uma
Unica amostra para dentro ou para fora do conjunto de treinamento pode fazer com que
os resultados da precisdo da validagdo oscilem 0,5% (assumindo 200 amostras no
conjunto de treinamento). Um conjunto de dados maior ajudaria a evitar o overfitting e
Ihe daria uma ideia muito melhor da viabilidade do modelo. Exploraremos maneiras de
criar conjuntos de dados maiores em uma palestra e projeto futuro.



